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RESUMO

Com o aumento da quantidade de dados disponivel, torna-se necessario
o uso de ferramentas que os transforme em informagdes significativas, ou seja,
em conhecimento capaz de ser utilizado de forma direta. Embora as técnicas de
Mineracdo de Dados sejam uma boa solucdo, os resultados obtidos podem ser
prejudicados, ou mesmo inviabilizados, se a elas ndo forem associadas técnicas
de visualiza¢do que facilitem sua interpretagdo, por parte dos interessados. Este
artigo apresenta o uso integrado dos algoritmos K-NN e Scatter Plots 2D, buscando
integrar mineracdo de dados e visualizagdo de dados.

Palavras-chave: Mineracao visual de dados. Analise exploratoria de dados. Vi-
sualizagdo de dados. Aprendizagem supervisionada.

ABSTRACT

With the increasing amount of data available, it is necessary the use of
tools that transform this information in knowledge capable of being used in di-
rect way. Although the techniques of Data Mining are good solutions, the results
may be no clear if they are not associated with the techniques of visualization
to facilitate their interpretation by users. This paper presents the integrated use
of K-NN algorithms and Scatter Plots 2D, seeking to integrate data mining and
visualization of data.

Keywords: Visual data mining. Exploratory data analysis. Data visualization.
Supervised learning.
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1 Introducio

O estudo das técnicas de visualizagdo em mine-
ragdo de dados (Data Mining) ¢ de grande relevancia,
uma vez que oferecem maior poder de interpretagao
ao usuario final, proporcionando-lhe melhor absorgao
de conhecimentos implicitos nos dados. Além disso,
os usudarios do dominio da aplicag@o, responsaveis
pela tomada de decisdo, desejam graficos e dados
sumariados, que, de forma rapida, lhes dé respaldo
as suas acoes.

O processo de mineracao visual de dados (Vi-
sual Data Mining) engloba o processo de mineracao
de dados integrado a técnicas de visualizagdo. A in-
terpretacdo e aplicagdo dos padrodes identificados em
um processo de
mineragdo de da-
dos sdo muito de-

pendentes do usu-
ario especialista na

Dados Brutos

aplicacdo, sendo,

portanto, interes-
sante oferecer-lhe
ferramentas que
facilitem a analise
visual dos dados
(TABUSADANI;
BOSCARIOLI,
2007).

Visualizagdo ¢ um processo que realiza uma
transforma¢do da informacao, da forma numérica
ou textual para representagdes visuais, permitindo
a observacdo grafica dessa informagdo de forma a
facilitar a percepc¢do de caracteristicas ocultas nos
dados. Segundo (WONG, 1999 apud RODRIGUES
JUNIOR, 2003), um sistema deste tipo deve englobar
as melhores caracteristicas tanto do homem, quanto
da maquina, que sdo, respectivamente, a capacida-
de do ser humano de perceber padrdes, excecdes,
tendéncias e relacionamentos, e o enorme poder de
processamento dos computadores, para se ter uma
ferramenta analitica eficiente.

Um sistema de andlise visual de dados deve se
basear em requisitos como simplicidade, autonomia
do usuario e confiabilidade, e deve ter a capacidade de
guiar o usuario durante a analise dos dados e na gera-
¢do de conclusdes acerca dos resultados obtidos.

A Figura 1 apresenta as fases de um processo

Transformagoes
de Dados

Figura 1 -

(yjtﬁeéde Dados—‘

de VDM. Inicialmente, tém-se os dados brutos, como
foram armazenados na(s) base(s) de dados. Contudo,
¢ conveniente que os dados sejam previamente prepa-
rados (etapa de pré-processamento) para a retirada de
possiveis distor¢des' ou tratamento de dados ausen-
tes, a fim de gerar uma representacdo conveniente aos
algoritmos de mineragdo (CARVALHO et al, 2003).
Apos essa preparacdo, o processo de mineracao de
dados propriamente dito ¢ aplicado, que efetuara a
busca por padroes, estruturas e tendéncias ocultos nos
dados. Por fim, inicia-se o processo de apresentagao
das informagdes resultantes, que sdo mapeadas para
estruturas visuais, utilizando-se das mais variadas
técnicas de visualiza¢do, no intuito de oferecer me-
lhores condigdes de interpretagdo ao usuario final.

Mineragao de
Dados

Mapeamento
Visual

O processo de VDM. Extraida de Rezende (2005).

Este artigo apresenta a integragao de mineragao
e visualizagao de dados, a partir da interacao das téc-
nicas K-NN e Scatter Plots, propiciando recursos de
analise visual ao usuario final. Esta organizado como
segue: a Se¢do 2 aborda os elementos teodricos de sus-
tentacdo ao estudo e necessarios a sua compreensao.
Na Secao 3, a ferramenta desenvolvida € apresentada.
Uma avaliacdo experimental ¢ detalhada na Se¢ao
4. Por fim, a Se¢do 5 traz as principais conclusdes e
propostas de trabalhos futuros desse trabalho.

2 Materiais e métodos

Essa se¢do destina-se a apresentagdo dos ele-
mentos teoricos de contextualizacdo desse artigo, no
tocante a descrigdo das técnicas utilizadas tanto para
mineragdo quanto para a analise visual de dados.

1 Maiores detalhes sobre a etapa de pré-processamento podem ser encon-
trados em Batista (2003).
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2.1 Mineracao de Dados

Um processo de mineragdo de dados da-se
por aprendizado, que pode ser supervisionado ou
nao-supervisionado (NORVIG; RUSSELL, 2004),
(BOSCARIOLLI, 2008):

e Aprendizado Supervisionado ¢ aquele
no qual sao fornecidos classes e exem-
plos de cada classe ao sistema, que pre-
cisa encontrar a descrigdo (propriedades
comuns nos exemplos) de cada classe.
Neste tipo de aprendizado, existe um
“professor” que guia esse processo de
aprendizado. O professor, na realidade,
¢ o conhecimento prévio das classes que
estdo sendo descritas pelo conjunto de
exemplos de treinamento.

e Aprendizado Nao-Supervisionado diz
respeito ao tipo de aprendizado onde o
sistema precisa descobrir a classe dos ob-
jetos pelas propriedades que os mesmos
tém em comum. E realizada a analise dos
exemplos fornecidos e tenta-se determi-
nar se alguns deles podem ser agrupados.
Ap0s a criagao dos grupos, normalmente
¢ necessaria uma andlise mais refinada
para determinar o que cada agrupamento
significa no contexto do problema anali-
sado.

A mineragdo de dados pode ser dividida por
tarefas, como Classifica¢ao, Regras de Associacao,
Analise de Agrupamentos e Predi¢gao (HAN; KAM-
BER, 2001). Para cada uma dessas tarefas, ha varios
métodos propostos.

O foco deste trabalho ¢ a tarefa de classifica-
¢do, cuja fun¢do de aprendizado mapeia dados de
entrada, ou conjuntos de dados de entrada, para um
numero finito de classes. Cada exemplo pertence a
uma classe entre um conjunto pré-definido de clas-
ses. O objetivo de um algoritmo de classificacdo ¢
encontrar algum relacionamento entre os atributos e
uma classe, de modo que o processo de classifica-
¢do possa usar esse relacionamento para descobrir
a classe de um exemplo desconhecido. A técnica
de classificacdo implementada neste estudo ¢ o al-
goritmo K-NN (AHA et al, 1991 apud RIBEIRO et
al, 2006), (MITCHELL, 1997), que armazena ins-
tancias de treinamento na memaria como pontos no
espago n-dimensional, definido pelos # atributos que
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os descrevem. Quando uma nova instancia precisa
ser classificada, a classe mais frequente dentre os K
vizinhos mais proximos ¢ escolhida.

K-NN procura K elementos do conjunto de
treinamento que estejam mais proximos de um deter-
minado elemento desconhecido, ou seja, que tenham
a menor distancia. Estes K elementos sao chamados
de K-vizinhos mais proéximos. A seguir, verifica-se
quais sdo as classes a que pertencem esses K vizinhos,
de modo que a classe mais frequente venha a ser a
classe do novo elemento (DUDA et al, 2001).

Embora existam varias medidas para calculo
de distancia entre dois pontos (EVERITT; RABE-
HESKETH, 1997), a Distancia de Manhattan ¢ uma
métrica bastante utilizada para tal fim, ¢ adotada
nesse estudo, cuja defini¢do segue abaixo.

Sejam dois pontos, X = (X, X, ... , X ) e Y =
(¥,» ¥o» -+ » ¥, ), a distdncia de Manhattan entre X e Y
¢ dada pela Equagao 1. Nesta, equagao a distancia (d
(x,y)) ¢ dada pela soma dos modulos das diferencas
entre cada um dos elementos x ey dos pontos X e
Y, em que n varia entre 1 e o nimero de elementos
de cada ponto.

dxy)= [x il +]x2 — yal+ ot g vl 1)

K-NN ¢ um classificador que possui apenas
um parametro livre (o nimero de K-vizinhos), que ¢
controlado pelo usuario com o objetivo de obter uma
melhor classificacgao.

A Figura 2 apresenta um exemplo de classifica-
¢a0 KNN, com trés classes presentes, e dois pontos a
serem classificados. Neste caso, foram usados os 11
pontos mais proximos de cada ponto desconhecido.
Observa-se que um ponto sera classificado na classe
B e 0 outro ponto na classe C, a partir das distancias
calculadas. Uma desvantagem deste algoritmo ¢ que
ele pode ser computacionalmente exaustivo para
grandes bases de dados.
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Figura 2 - Exemplo de Classificagdo usando o algoritmo

KNN.

2.2 Visualizacao de dados

Existe um grande numero de técnicas de visua-
lizacdo que podem ser usadas para visualizar dados.
Em adigdo as técnicas 2D/3D convencionais como
grafico de barras, grafico de linhas etc., existem
técnicas de visualizagdo mais sofisticadas, como

O algoritmo Scatter Plots ¢ utilizado para a
visualizacdao de dados, de modo que cada item de
dado ¢ representado por um ponto e a sua classe
¢ representada por uma cor. Essa técnica ¢ espe-
cialmente capaz de expressar correlagdes entre as
dimensdes da base de dados. A Figura 3 apresenta
um exemplo de utilizagdo desta técnica, composta
por itens de carros de origem japonesa (cor verde) e
europeia (cor azul). No exemplo, as caracteristicas
dos carros sao combinadas duas a duas e plotadas
pela sua correlagao.

O maior problema desta técnica se da quando
existem muitos atributos a serem representados,
pois o espago delimitado para plotar os pontos que
representam os itens de dados fica bastante reduzi-
do, e como consequéncia, t€ém-se um amontoado
de pontos que pouco contribui para a observagao e
para a analise dos dados pelos usudrios finais. Outro
problema ocorre quando os valores dos atributos sdo
idénticos — ou muito proéximos, pois, no momento
de plotagem desses pontos, havera sobreposicao e,
portanto, alguns pontos ndo poderao ser observados
pelo usuario final.

as descritas por Oliveira e 7 TE ] om s
. m T
Levkowitz (2003). B3 e
’ . . | 1 L
As técnicas orienta- v 736 1 gu ;E". 7
das a Pixels, em que este |a B el
trabalho se insere, baseiam- % 0t - :
HIARL - H
se no mapeamento de um [ - - o
. ~ e 1613 2480 5140
elemento de informagdo [ .
. . L I A WEIGHT
para um pixel colorido do i O P
. D .o~
d1sp051"[1V0 de ex1’b.1gac?, : | TR TE R T er. o
proporcionando a analise si- [§
A . ’ |
multanea do maior nimero |3
; i | TEITTIH T BT TR e L -
de dados possivel. Paracada ¢ = :
atributo dos elementos de L . TR R . .. .
. | |
dados, uma imagem pode | el e Ta r? o | -~
. iy Y1 I B UTE Ht Y- SRR ey ' : -
ser construida e exibidaem w :
uma janela separada‘ A téc- ORI Gl N YEAR ACCELERATI  VEIGHT HORSEPOMER DI SPLACEME  CYLINDERS  WPG
nica r a em como .. < . , . .
ca S¢ preocupa em como Figura 3 - [Ilustracdo da Técnica Scatter Plots. (Extraida de Rodrigues Junior, 2003)

os pixels serdo organizados

na tela, otimizando a percep¢ao do usuério em relacdao
ao conjunto de dados (RODRIGUES JUNIOR, 2003).
A técnica mais conhecida dessa abordagem e imple-
mentada neste estudo € a Scatter Plots, utilizada na
projecdo de dados de alta dimensionalidade para duas
dimensdes, em que as dimensdes sdo combinadas
duas a duas e exibidas uma em fungdo da outra.

O objetivo do algoritmo de mineracao de dados
K-NN ¢ analisar novos itens de dados e classifica-los
nos grupos em que suas caracteristicas mais se apro-
ximam. Normalmente, a apresentacao dos resultados
obtidos ¢ feita em tabelas, porém, esta ndo ¢ a melhor
forma de realizar esta exibicao, devido as dificulda-
des de perceber relagdo entre os dados.
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3 Resultados e discussao

Um prototipo foi implementado em linguagem
JAVA com Sistema Gerenciador de Banco de Dados
PostGreSQL. Na versdo atual, ha uma restrigdo
quanto ao posicionamento dos atributos nas tabelas
a serem utilizadas, em que o ultimo atributo a direita
deve conter sempre o atributo classe, ou seja, a funcao
objetivo da classificagdo por K-NN. Caso o atributo
classe ndo esteja nesta posicgao, o software nao fun-
cionara ou apresentara resultados incorretos.

Testes foram realizados nessa ferramenta, com
o objetivo de verificar as taxas de acerto do algoritmo
K-NN e de averiguar a qualidade da apresentagdo dos
resultados por parte da técnica Scatter Plots 2D, bem
como o de observar visualmente os beneficios de se
ter os dois algoritmos atuando de forma integrada.

Para melhor compreensdo da proposta, a

191

de uma tabela com os dados ja classificados.

Para que a integragdo seja possivel, os re-
sultados obtidos pelo algoritmo K-NN devem ser
passados para o algoritmo Scatter Plots 2D, para que
este possa exibir, além dos itens com classes origi-
nalmente conhecidas, também os itens recentemente
classificados. Uma estrutura de lista ¢ utilizada para
passar os resultados ao Scatter Plots. Nesta lista,
estdo os valores dos atributos de cada item de dado,
seguidos pelas suas “novas” classes.

Os usudrios devem ter um meio de interagir
com os resultados apresentados pelo algoritmo
K-NN, para entdo visualizar todas as alteragdes
realizadas na apresentagdo global. Para que isto seja
possivel, deve-se utilizar a técnica Scatter Plots 2D,
em que um esquema de cores foi utilizado para dife-
renciar os grupos originais (ja existentes) dos grupos
de dados que foram classificados.

descri¢do da ferramenta é dividida em duas
partes. A primeira descreve aspectos tedricos
e decisdes de projeto e a segunda apresentaa | |«
ferramenta para utilizagdo do usudrio final.

Classe B

3.1 Aspectos tedricos da
ferramenta proposta

Na ferramenta desenvolvida, também
¢ possivel observar os resultados obtidos
com o uso da técnica K-NN, através de uma

L ]
¢ Classe A # Ponios da Classe A

Pontos da Classe B

# Pontos da Classe C

o Pontos Novos, Classificados
na classe A

[ . Pontos Movos, classificados
naclasse B

. Pontos novos, classificados
na classe C
Classe C

tabela. Para isto, o usuario deve escolher
as duas tabelas necessarias a classificacdo
de dados e o valor de K a ser utilizado pelo
algoritmo. Porém, o mais aconselhavel ¢ realizar a
analise através do uso, em conjunto com a técnica
Scatter Plots 2D.

O principal objetivo da técnica Scatter Plots 2D
¢ fornecer ao usudrio uma representacao grafica de
cada um dos itens de dados em forma de um ponto no
dispositivo de exibicdo, para que, através das carac-
teristicas de abstragdo do ser humano, seja possivel
perceber padrdes e tendéncias nos dados. Para que
isto seja possivel, esta técnica deve buscar meios para
que os usudrios possam identificar e diferenciar os
agrupamentos existentes.

Cada classe existente € representada por uma
cor diferente para que o usuario possa visua-lizar a
qual classe cada ponto (item de dado) pertence. Com
esta possibilidade, ¢ possivel analisar relagdes entre
os itens de dados e fazer inferéncias sobre eles. Para
realizar a visualizagdo, € necessaria apenas a escolha

Figura 4 - Exemplo de Uso do Algoritmo K-NN.

A Figura 4 apresenta um exemplo da aplicagao
desse esquema de cores, em que os pontos em azul
representam aqueles que ja estavam classificados
na classe A; os pontos em verde, os que ja estavam
classificados na classe B; e os pontos em cinza, os
que ja estavam classificados na classe C. Os pontos
em vermelho, roxo e anil sdo 0s novos pontos que
foram classificados pelo algoritmo K-NN, nas classes
A, B e C, respectivamente. Desta forma, o usuario
tem clareza sobre o que foi modificado pela insergao
dos novos dados.

Para a utilizacdo das técnicas de mineragdo e
de visualizagdo de forma integrada sdo necessarias
duas tabelas (de treinamento e de testes). Apds ser
realizada a classificacdo pelo algoritmo K-NN, os
resultados obtidos serdo passados para o algoritmo
de visualizagdo, que entdo ird exibi-los, utilizando o
esquema de cores apresentado acima.
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3.2 Apresentacio da ferramenta
desenvolvida
O sistema de mineragao visual de dados ora
apresentado permite ao usuario a utilizagdo das téc-
nicas Scatter Plots 2D e K-NN de forma isolada ou
integradas (Figura 5).

ferramenta, sera exibida uma nova janela, onde serdo
listadas todas as tabelas presentes no banco de dados
escolhido (Figura 7). Para o uso das funcionalidades
K-NN e K-NN e Scatter Plots 2D sdo necessarias
duas tabelas. A primeira (“TABELA DE EXEM-
PLOS”) ¢ a tabela que possui dados ja classificados
(de origem) e que servirdo de exemplo para poder
classificar, através do algoritmo K-NN, os novos
dados presentes na segunda tabela (“TABELA DE
ITENS P/ CLASSIFICAR”). Apenas para a funcio-
nalidade Scatter Plots 2D sera requerida somente uma
tabela, contendo os itens ja classificados.

-

[£| Escolha de Tabelas

|£] Sistema de Mineracao Visual de Dados g@
Arquivo | Funcionalidades | Banco de Dados
T 7| scatter Plos 2D BANCO DE DADOS
r f K-NN DESCONECTADO
KNN e Scatter Plots 2D
Figura 5 - Menu das funcionalidades de anélise dis-

poniveis.

Para utilizar qualquer das funcionalidades da
ferramenta, o usuario deve se conectar ao SGBD
PostGreSQL. Para se conectar, o usuario deve de-
terminar o SERVER (localhost ou IP), o nome da
BASE de dados ao qual se deseja conectar, a PORTA
em que o PostGreSQL esta aceitando conexdes € o
USUARIO e a SENHA de acesso ao banco, como
ilustrado na Figura 6.

| £ Conexdo com a Base de Dados

=X

CONEXAQ COM O POSTGRESQL

SERVER: | |

BASE: | |

PORTA: | |

USUARIO: | |

SEMHA: | |

| CONFIRMAR H CANCELAR |

Figura 6 - Tela de Conexdo com o Banco PostGreSQL.

Depois de efetuada a conexdo com o Post-
GreSQL e escolhida alguma das funcionalidades da

ESCOLHA DE TABELAS

TABELA DE EXEMPLOS:

TABELA DE ITEMS Pf CLASSIFICAR:

irisTestes -

glass
CONFIRMAR E‘glassTestes

irs
irisTestes S

ast

Figura 7 - Tela de Escolha de Tabelas.

3.3 Um Exemplo de Analise
Experimental

Com o objetivo de verificar a precisdo com que
o algoritmo K-NN implementado no protdtipo realiza
a classifica¢ao dos novos itens de dados, realizaram-
se alguns testes de validagdo. Existem varios métodos
para avaliacao de acuidade de classificadores como
Cross-Validation, Leave-on-Out ¢ Um Ter¢o Dois
Tergos. Para os testes realizados, utilizou-se a téc-
nica Cross-Validation, bastante citada na literatura.
Nesta, o conjunto de dados (com as classes dos
itens de dado conhecidas) ¢ dividido igualmente em
n subconjuntos, de forma aleatdria. O treinamento
efetua-se concatenando n-1 subconjuntos, e a vali-
dagdo conta com o uso do subconjunto restante. As
fases de treinamento e teste sdo depois repetidas n
vezes, permutando circularmente os subconjuntos.
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O erro final para cada valor de K é calculado usando  apresentada mais a direita, traz a distingao de cada
a média dos erros de cada fase. tipo de classe.

Embora a ferramenta tenha sido testada em
outras bases de dados (TABUSADANI, 2007) per-
tencentes a UCI? [DSwvwn (BET]
(NEWMAN et T - |
al., 1998), apenas > .
a analise da base

s qs
& . o8 . o §3a @ liis-setosa

Comprimento da Sépala
*,
s
3
.

de dados IRIS — B b
criada por R. A. ’ i i
Fisher em 1988 — ¢ S
apresentada nesse H g" et : -
artigo. R 2 7 I
A base de I e . pr o
dados Iris contém
dados de trés ti- ,-c";" E:i,g:,°: /". 3;;!.:
pos de uma flor M 5 Lo ; SCal

conhecida por Iris,

Gomprimento da Pétala

Setosa, Versicolour b, S il
e Virginica. Além

. CoRAL e
do atributo de clas- . Zee 3, i e

sificagdo, possui
outros quatro atri-

Largura da Pétala

butos que trazem aghat s gt

as informagdes de
tamanho e espessu-

ra de sépala e tama-

nho e espessura de Figura 8 - Técnica de Scatter Plots 2D aplicada a base de dados IRIS.

pétala, com todas as

dimensdes dadas em centimetros. A técnica Scatter Plots 2D apresenta um pro-
E composta por 150 amostras, sem nenhum  blema quando o niimero de dimensdes é grande, pois

valor ausente para seus atributos e com distribuicdo o tamanho de cada quadrado pode se tornar muito

igualitaria dos dados em classes. Sabe-se também  pequeno, ocasionando a falta de espaco para plotar

que a classe Setosa ¢ linearmente separavel das  os pontos. Na tentativa de amenizar este problema,

classes Versicolour ¢ Virginica, porém estas ndo o a ferramenta oferece a oportunidade ao usuario de

sdo entre si. realizar um zoom no quadrado que desejar. A Figura
Essa base de dados foi dividida em dez partes, 9 apresenta 0 zoom da combinagao entre os atributos
cada uma com a mesma quantidade de itens de dados. ~ “Largura da Sepala” e “Comprimento da Petala” da

Como a quantidade de itens em cada classe éamesma  base de dados IRIS.
(50 cada classe), dividiu-se cada classe em dez partes
de cinco itens cada, e depois juntou-se uma parte de
cada classe para formar cada conjunto de teste.
Caso a escolha seja pelo uso apenas de Scatter
Plots 2D, sera exibido um resultado como o da Figura
8, em que cada quadrado representa a correlagdo
entre dois atributos da base de dados ¢ a legenda,

2 Este € um repositorio de bases de dados de acesso publico que pode ser
acessado em: http://mlearn.ics.uci.edu/MLRepository.html
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£ Scatter Plots 2D

]

sees o

ss0e

tree o .

Largurada
Sepda

see o .

.o o .

s s e

@ lris-setosa

Se forem escolhidas
as duas técnicas em con-
junto, “K-NN e Scatter

@ lris-versicolor

Plots 2D”, o resultado
obtido sera semelhante ao
apresentado na Figura 11,
em que sdo exibidos os
itens de dados com classes
originalmente definidas e
também os itens de dados
que foram classificados
pelo K-NN, todos repre-
sentados por cores dife-
rentes, como ja dito. Para
obtengdo desse resultado,
90% do conjunto de dados
original foi utilizado como
conjunto de treinamento

Cormprimento da Petala

Figura 9 -

Caso seja feita a escolha por executar apenas
o algoritmo de mineracdo de dados, ou seja, sem a
exibicdo grafica da Scatter Plots 2D, os resultados
obtidos serdo apresentados em uma tabela, como
demonstrado na Figura 10.

Exemplo de zoom em um quadrado de Scatter Plots 2D.

e 10% como conjunto de
testes, de acordo com a
definicdo da técnica de
Cross-Validation, ja explicada.

Na Figura 11, os pontos de cores azul, ver-
melho e verde representam os itens de dados que
ja estavam classificados originalmente e que foram
utilizados como conjunto de treinamento para que o
algoritmo K-NN pudesse classificar os novos itens,
representados na figura pelas cores anil, amarelo e

roxo. Os pontos em anil represen-

L2/ Resultado da Classificacdo pelo Algoritmo K-NN =J2/&d| tam aqueles que foram classifica-
Comprirento da Sépala Largura da Sépala Comprirento da Pétala Largura da Pétala CLASSE d 1 TR
4.8 30 T4 03 Iris-zetoza os na classe “Setosa”; os pontos
5.1 38 1.6 0.2 Iris-seiosa
15 32 14 52 e cetosa em amarelo, aqueles que foram
5.3 a7 1.4 0.z Iriz-setosa 1 f d 1 113 :
=5 ¥ T4 0 Focetoos classificados na classe “Versi-
5.7 3.0 4.2 1.2 Iris- |
57 59 ¥ 13 re-veraicolor color”; e os pontos em roxo, 0s
= = = = Moot que foram classificados na classe
5.7 28 4.1 1.3 Iris-versicol o PRI
57 30 =7 73 ie-iraia “Iris-Virginica”.
5.3 25 5.0 1.49 Iris-virginica : ~
6.5 2.0 5.2 2.0 Irig-virginica A partlr da ObSCrVa(}aO da
5.2 3.4 5.4 2.3 Irig-wirginica : L
5.9 30 5.1 1.8 Irig-wirginica Flgura‘ 119 O usuario pOde Obter
maior conhecimento do compor-
tamento da base de dados e tam-
bém pode ver os relacionamentos
entre os itens de dados que ja
-
estavam classificados e 0s novos

Figura 10 - Resultado Tabular de Classificag@o pelo K-NN.

itens de dados classificados pelo
K-NN.
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Tabela 1 - Taxas de Acertos de Classificagdo do K-NN para
diferentes conjuntos de teste e valores de K.

[/ Seatter Plots 20

TAXA DE MEDIA GERAL
ACERTO DE ACERTO
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Figura 11 - Técnica de K-NN e Scatter Plots 2D para a base
de dados IRIS. 3°
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Com os conjuntos de testes formados, cada um
destes teve seus itens classificados pelo algoritmo
K-NN, utilizando-se diferentes valores de K (nimero 4°
de vizinhos mais proximos), e os resultados obtidos
foram comparados, item a item, com as classes ori-
ginais da base de dados (Tabela 1).

O percentual de acertos foi sendo acumulado
e ao final foi realizada a média simples dos mesmos,
apresentados na Tabela 2. Pode ser interessante
observar as taxas médias de acerto para cada valor
de K. Em negrito, estdo os maiores valores médios
obtidos para cada base de dados. Com estas infor-
magcdes, ¢ possivel aperfeicoar os resultados obtidos
pelo K-NN, para cada base de dados, no momento
de uma nova classificagdo, utilizando-se do valor K
que obteve a maior média. 7°
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Tabela 2 - Média de Acertos de Classifica¢ao da base IRIS
pelo K-NN para diferentes valores de K.

MEDIA DE ACERTOS
96%
96%
94%,
95%,
97%

IR
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|| w

AR || R
I
| O

4 Conclusoes

As técnicas de mineragdo de dados e de visu-
alizagdo, se utilizadas de forma conjunta, oferecem,
sem duvida, um grande beneficio, resultando em
software que proporciona ao usudrio uma melhor
visdo das correlagdes e do comportamento dos dados
e tornando o processo de tomada de decisdo muito
mais interativo e pautado nas informagdes. A jungdo
dessas técnicas enriquece a analise exploratoria dos
dados.

O diferencial da ferramenta apresentada esta
na integrag@o dos algoritmos de mineracao (K-NN)
e de visualizacdo (Scatter Plots 2D), proporcionan-
do a visualizagdo dos resultados encontrados pelo
algoritmo K-NN pela técnica Scatter Plots 2D, com
a utilizag@o do esquema de cores apresentado. Com
esta integragdo, o usuario tem a possibilidade de
observar o comportamento dos dados, tanto dos que
japossuem classes de origem (provenientes da base
de dados), quanto dos que foram classificados pelo
algoritmo K-NN.

Ao analisar os resultados dos testes realiza-
dos, percebeu-se que a forma de apresentacdo dos
resultados realmente influencia na facilidade de in-
terpretacao dos mesmos. Na apresentacao tradicional,
feita em tabelas, é mais dificil observar e entender
0 comportamento ¢ os relacionamentos existentes
entre os dados, do que quando essa apresentacao ¢
realizada por estruturas gréficas.

Apesar dos problemas tipicos da técnica Scat-
ter Plots 2D citados neste artigo, a possibilidade de o
usuario realizar a classificagdo de dados e analisa-los
de forma gréafica aumenta a interpretabilidade dos
resultados, possibilitando maior absor¢ao de conhe-
cimento a partir dos dados.

Como trabalhos a serem desenvolvidos futu-
ramente, podem-se citar a implementacao de outras

técnicas de visualizacdo e classifica¢do na ferramen-
ta; a definicao de heuristicas para a determinagao da
melhor solu¢ao-problema de classificagao, bem como
a realizacdo de uma avaliagdo da interface.
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